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摘要：LDA 主题模型可用于识别大规模文档集中潜藏的主题信息，本文提出了一种基于 LDA 建立发明人

兴趣主题模型的方法，合并每位发明人的专利数据，专利信息基于发明人进行划分，将标准的文档-主题-

词的三层 LDA 模型变为专利数据中的发明人 - 主题 - 词的发明人兴趣模型，实现发明人的主题发现，并

利用该模型中主题分布之间的相似性进行发明人的个性化推荐。在采集真实专利数据集上的实验结果表

明该方法相比传统的向量空间模型方法和隐马尔科夫模型方法具有更高的准确率，推荐效果更优。
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Abstract: LDA model can be used for identifying topic information from large-scale document set. We propose 

the approach to build the inventor topic model based on LDA, which divides patent data based on inventor 

and represents each inventor with the ownedpatents. The standard three layers of document-topic-word in 

LDA(Latent Dirichlet Allocation) model becometheinventor topic model of inventor-topic-word. The topics 

of the inventor are discovered and recommendation is implementbased on thesimilarity of topic distribution.

Experiment on real data set shows that the new approach has a better performance compared to the traditional 

Vector Space Model method and Hidden Markov Model method.
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1. 引言

专利信息是科学研究的产物，是重要的技

术文献和知识宝库。近年，基于专利信息的分析

和挖掘被广泛应用，机器学习技术的发展也为专

利挖掘提供了有利的技术支持。评估专利发明

人的研究成果，有效的挖掘发明人的兴趣主题，

面向发明人的个性化推荐，逐渐发展成为一个

研究热点。

传统的主题挖掘是采用文本聚类的算法 [1]，

通 过 向 量 空 间 模 型（Vector Space Model） 将 文

本里的非结构化数据映射到向量空间中的点，然

后用传统的聚类算法，如基于划分的算法（如

K-means 算法）、基于层次的算法（自顶向下和

自底向上算法）、基于密度的算法等等 [2]，实现

文本聚类。

主题模型是一种运用于文本的典型主题发

现统计模型 [3]，已经在自然语言处理领域中被广

泛应用。主题是对文本所包含的语义的概括和

抽象 [4]。在专利数据集上深入分析有影响力的发

明人的兴趣主题，每一个发明者可以表示为基

于该发明人专利的主题分布，而建立主题模型可

以实现主题分布。

主题模型 PLSA（Probabilistic Latent Semantic 

Analysis）[5]，主题的概率分布是一个参数，而不

是一个随机变量，但参数的增加可能会导致过度

拟合的问题 [6]。LDA（Latent Dirichlet Allocation）

模型是一个更优的主题模型，是由 Blei 在 2003 年

提出的 [7]。Blei 介绍了 Dirichlet 先验分布的超参

数的使用，以及转换概率分布的随机变量。参数

随着语料库的容量增长，容易产生过拟合的问题，

而 LDA 则很好的避免了过拟合问题。

本文是在专利数据的基础上，提出了一种基

于 LDA 模型的发明人主题发现与推荐方法，对每

一位发明人进行兴趣建模，并将相似度最高的发

明人推荐给指定的发明人。我们将算法应用于真

实的专利数据，并与传统的向量空间模型方法和

经典的隐马尔科夫模型方法进行对比实验，结果

表明，我们的算法能够更好的表现发明人的兴趣

分布，在此基础上的推荐算法具有更高的准确率，

在实际应用中具有更好的价值。

2 相关研究

PLSA (Probabilistic Latent Semantic Analysis) 是

Hofmann[5-6] 在研究 LSA 的基础上提出的基于最

大似然法和产生式模型的概率模型。PLSA 沿用了

LSA 的降维思想：在常用的文本表达方式 (tf-idf)

下，文本是一种高维数据；主题的数量是有限的，

对应低维的语义空间，主题挖掘就是通过“降维”

将文档从高维空间投影到了语义空间。PLSA 通常

运用 EM 算法对模型进行求解 [8]。

LDA(Latent Dirichlet Allocation)[7,9] 在 PLSA 的

基础上加入了 Dirichlet 先验分布，是 PLSA 的一

个突破性的延伸。LDA 的创始者 Blei 等人指出，

PLSA 在文档对应主题的概率计算上没有使用统

一的概率模型，过多的参数会导致过拟合现象，

并且很难对训练集以外的文档分配概率。基于这

些缺陷，LDA 引入了超参数，形成了一个“文档－

主题－单词”3 层的贝叶斯模型 [9]，通过运用概

率方法对模型进行推导，来寻找文本集的语义结

构，挖掘文本的主题。

本文针对专利信息数据，提出了一种基于

LDA 主题模型对发明人进行兴趣主题分析的建模

方法，并在发明人主题概率分布的基础上，提出

了一种适用于专利发明人的推荐算法。

3 LDA主题模型

LDA 模型是一个层次贝叶斯模型 [7]，它有如

下三层：

(1) 单词层：由单词集合 来表

示。对于文档集中的所有文本，对其进行分词处

基于主题发现的专利发明人推荐方法
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理及停用词过滤等处理后，即可得到单词集合 V，

其中 w 便代表了一个单词。

(2) 主题层：主题层可以由一个主题集合

         来表示。其中，zi 代表某个主题。

它可以表示成一个概率分布，其中，pkj 表示的就

是单词 wj 属于主题 zk 的概率。

(3) 文档层：文档层可以有两种表示方法，

若从单词层的角度来考虑，可以利用向量空间模

型的思想，使用基于单词的特征向量来表示文档

             
，其中，tfi,j 是单词 i 的词频。

若是换一个角度，从主题层面来考虑，可以将文档

集表示为主题空间下的概率分布                        ，

其中每一个向量                                  表示了一个

文档的主题分布，pd,z 是主题 z 在该文档 d 中的生

成概率。LDA 主题模型表示如图 1 所示。

 LDA 模型采用 Dirichlet 分布作为概率主题

模型中多项分布的先验分布。图中，D 为整个文

图 1.  LDA 主题模型

档集，Nd 为文档 d 的单词集，α和 β分别是文档 -

主题概率分布 θ 和主题 - 单词概率分布 φ 的先验

知识，其中 θ 和 φ 服从 Dirichlet 分布、α 和 β 是

Dirichlet 分布中的参数。

4发明人主题发现与推荐方法

4.1 发明人主题兴趣模型

标准的 LDA 模型是基于文档 - 主题 - 词的

一个三层贝叶斯模型 [7]，其矩阵表示如图 2 所示。 

从上图中可以看出，LDA 模型将文档集合

D 中的每篇文档 d 表示成了在主题空间 Φ 下的

概率分布 Θ。

在使用 LDA 主题模型构建发明人的兴趣模

型时，我们将发明人对每一个主题的喜爱程度定

义为该发明人的兴趣。因此，主题模型下发明人 -

主题生成概率多项分布表示了发明人对各个主题

的兴趣。实验中，我们将每一个发明人的所有专

利条目合并成一个文档进行主题建模，每一个发

明人被表示为一个文档，从而得到发明人生成主

题的概率多项分布，即发明人兴趣模型。该兴趣

模型的发明人层就对应到了 LDA 模型中的文档

层，即将文档 - 主题 - 词的三层关系变为了发明

人 - 主题 - 词的关系，这即为发明人兴趣模型与

标准 LDA 模型之间的区别。和其矩阵表示如图 3

所示。

在发明人层中，发明人集合 U={u1,u2,…,um} 中

的每一个发明人ui由其对应的专利集{fui,1,fui,2,…,fui,n}

图 2  标准 LDA 模型矩阵
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组成，专利集中的 fui,j 是发明人 所发明的所有专

利组成的词频向量，如图 3 中的矩阵 U 所示。

从主题层面而言，发明人 可以被表示成向量

ρui={pui,1,pui,2,…,pui,k}，其中 表示主题 z 在发

明人 中的生成概率，用它来表示发明人 对主题 z

的感兴趣程度，从而，发明人层构成了发明人与

主题的生成关系，从而生成主题用户模型，其矩

阵表示如下图 4（a）所示，而词语 wi 可以被表示

成向量 θwi={qwi,1,qwi,2,…,qwi,k}，其中 qwi,z 表示词语

wi 属于主题 z 的生成概率，其矩阵表示如下图 4（b）

所示。

 

图 3 基于 LDA 的发明人兴趣模型矩阵

(a) 发明人 - 主题 (b) 词语 - 主题

图 4 发明人兴趣模型的矩阵表示

4.2 发明人相似度计算

KL(Kullback Leibler) 散度，也可以叫做 KL 距

离，对于概率分布间的距离而言，它是最合适的

计算方法 [10]，其计算公式如下式 (1) 所示：

                        	  	
(1)

其中，                 表示随机变量

                           和                           之间的

KL 距 离， 当 两 个 概 率 分 布 完 全 相 同 时， 它

的 值 等 于 零， 也 就 是 他 们 的 距 离 为 零， 其 他

情 况 下， 这 个 KL 距 离 始 终 都 是 大 于 零 的。

由于 KL 散度是不对称的，即

                               ，因此可以将其转换为

对称的形式，如下式 (2) 所示：

	  	                                             (2)

这个距离值越小，则表明两个概率分布 P 和

Q 之间的差异越小，即相似度越高。

在基于 LDA 的发明人主题模型中，发明人的

兴趣是由其主题空间的概率分布来表示的，衡量

发明人之间的相似性也就是衡量发明人主题概率

分布的相似性，因此发明人之间的相似程度就可

以采用 KL 距离来表示，计算公式如下式 (3) 所示：

	  	                                            (3)

sim(Ui,Uj) 为发明人 ui 和 uj 的相似度，Ui 和

Uj 分别是他们的主题概率分布。该值越大，则表

明参与计算的两发明人之间越相似。

基于主题发现的专利发明人推荐方法
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4.3 推荐算法

算法：基于 LDA 主题模型的发明人推荐算法

(1) 建立发明人主题模型：

提取发明人的所有专利，将发明的主题内容合并到一

起，并进行分词、去除停用词等预处理，得到代表每

个发明人的专利词语的词频向量 ，对模型进行求解，

得到每个发明人的主题概率分布；

(2) 相似度计算：

借助于概率分布之间的 KL 散度计算方法，发明人之间

的相似度使用公式 (3) 来计算，该值越大则表示发明人

之间的主题概率分布越相似，也即发明人之间的兴趣越

相似，双方可以相互作为被推荐给对方的候选发明人；

(3) 用户推荐：

根据计算出的相似度，对发明人进行排序，从推荐列

表中选取前 t 个发明人作为推荐列表。

 

4.4 评价指标

我们假设同一个技术领域下的发明人为兴趣

相近的，并且他们的发明内容也是和自己感兴趣

的方向相关的。

U 为发明人集合，对发明人 ui 和发明人子集

Ui，其中，       ，且               。按照公式 (3)，对

发明人集合 中的每个发明人分别与 ui 计算相似

度，然后对 Ui 中的所有发明人按照相似度值进行

排列作为推荐列表，排在前面的用户就和用户 ui

更相似。

选取 topt 个发明人作为对发明人 ui 的推荐列

表，                                   。对推荐集合 Reci,t 中

的每个发明人 uj，分别判断其是否与发明人 ui 属

于同一领域，若属于同一领域，则认为将 uj 推荐

给发明人 ui 是正确的。发明人 ui 的推荐准确率计

算如公式 (4)、(5) 所示：

	  	

                                                       (4)

	  	                                     (5)

其中，t 是推荐列表的大小并且 t ≤ Ni-1，Ni

为发明人 ui 所属领域下的发明人总数，t 的取值不

超过该领域下的发明人总数减1(除去用户 ui 自身)。

某领域 p 下发明人的推荐准确率计算公式见

下式 (6)：

	  	                                    
   (6)

其中，Np 为领域 p 下的发明人总数。

实验中所有发明人的平均推荐准确率计算公

式如 (7) 所示：

	  	

                                                         (7)

其中，N 为实验中的发明人总数。

5实验与评价

5.1 数据集

实验中，我们采集了 2008 年 1 月至 2008 年

12 月的相关专利数据，解析并处理重要的专利信

息，这些信息包括专利标题、技术类别、发明人、

申请时间、公开号、所属地区和摘要等数据项。

对这些数据进行分类整理，提取出所有发明人并

根据技术类别进行分类。我们选取其中有代表性

的 10 个技术类别中的发明人，根据专利数量进行

排序，选取专利数量最多的前 100 个发明人作为

实验数据集。最终，实验数据集的组成如表 1。

表 1 实验数据统计表

 属于同一领域

 不是同一领域

领域编号 领域 发明人数量
40 计算机和自动化技术 100
41 环境 100
38 电子元件 ; 电子线路 100
32 交通运输 100
34 包装 ; 容器 ; 陈列 100
11 食品 100
16 医疗 ; 卫生 ; 消防 100
22 石油 ; 燃料 ; 能源 100
27 机械元件 100
12 农林 ; 畜牧 ; 水产 100

总计 / 1000
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如表 1，实验数据集由 1000 个发明人及其专

利组成，将数据集中每一个发明人的所有专利进

行信息提取和处理。我们提取专利标题和摘要信

息，对其进行分词、去除停用词等预处理，同时，

我们认为标题和摘要数据对发明人兴趣提取的影

响不同，因此对其设置不同的权重，将标题中的

单词的出现次数设为 2，将摘要中的单词的出现

次数设为 1，最后将同一个发明人的所有专利进

行合并，每个发明人都可以由其专利组成的单词

向量所表示。

5.2 实验设计

我们使用采集的专利数据作为实验数据集，

对其中的每个发明人，使用 LDA 进行兴趣主题建

模，并进行发明人的推荐。实验步骤如下：

（1）对每个发明人的合并专利数据进行分

词、去除停用词等预处理，得到每个发明人单词

向量；

（2）使用 LDA 对发明人进行兴趣主题建模，

得到每个发明人对主题的概率分布；

（3）对每一位发明人，将数据集中其余的发

明人作为其推荐候选者集合；

（4）使用 4.2 节介绍的 KL 散度方法，计算

不同发明人之间的主题分布的相似度，也即兴趣

的相近程度；

（5）根据主题分布的相似度排序，为发明人

推荐最为相似的前 K 个用户；

（6）使用 4.4 节介绍的评价指标计算方法，

计算推荐准确率。

上述实验步骤 2 中，对发明人进行 LDA 主

题建模，其中模型的求解采用了 Gibbs 抽样方法。

该方法需要设置两个主要的参数，实验中根据经

验取值的方法，将参数 α 的值设置为 50 / T，T 为

主题数，将参数 β 的值设置为 0.01。主题数 T 取

不同值时，主题模型的分布有差异。实验中我们

令 T 取值从 8 至 20，观察不同取值下主题分布的

情况，发现当 T 取值为 12 时主题分布结果更加符

合实际情况。

为了进一步对比实验效果，把本文方法与下

面 2 个方法进行比较：

· 基于向量空间模型 (VSM) 的算法

使用传统的 VSM 方法 [11] 建立发明人兴趣模

型，同样对于发明人集合                         ，将发

明人 ui 的所有发明专利数据进行预处理后得到其

单词权重向量                                    ，其中，wi,j

表示单词 j 在发明人 ui 的专利数据中的权重。这

里的权重计算采用 TF-IDF 值。发明人间相似度

的计算采用常规的向量夹角的余弦值来计算，公

式如下所示：

                                        	
(8)

· 基于隐马尔科夫模型 (HMM) 的算法

应用文献 [12] 中介绍的方法。我们将发明人

按照主题来发明专利的行为看做一个隐马尔科夫

过程，所以专利作为发明人的文档，可以用隐马

尔科夫模型来描述发明人，模型描述如公式 (9)

所示：

	  	                             (9)

其中，              是隐含状态之间的转移概率，

aij 代表从状态 i 到状态 j 的转移概率。

是每个隐含状态下单词的分布概率，bj(K) 表示在

当前状态 j 下输出单词状态为 Vk 的概率。

是隐藏状态的初始概率分布。N 是隐藏状态的数

量，也即主题的数量。M 是可观测状态的数量，

也即文档中不同单词的数量。

为发明人建立隐马尔科夫模型的过程属于隐

马尔科夫模型要解决的第三类问题，即学习问题。

专利集合中的每个单词是我们可以观察获取到的，

可以看成是观测序列 。                   模型中的隐含

状态即可以认为是发明人所感兴趣的主题，我们

的目的就是根据观测到的专利中的单词序列获取

模型中的未知参数：隐含状态转移概率矩阵 A 和

基于主题发现的专利发明人推荐方法
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观测状态转移概率矩阵 B。

隐 马 尔 科 夫 模 型 的 学 习 问 题 使 用 Baum-

Welch 算法来解决，经过迭代训练后，得到如公

式（9）所示的隐马尔科夫发明人模型，然后使用

KL 散度计算发明人间的相似度，计算公式为：

                                                               (10)

以上 2 种方法的发明人推荐准确率的计算方

法和 LDA 用户模型的计算方法相同，不再赘述。

5.3 实验结果与分析

LDA 主题模型在不同主题数下有不同的性

能，实验通过 LDA 对发明人进行主题兴趣建模并

进行相应的发明人推荐，使用公式（7）所示的平

均推荐准确率作为实验结果的评价指标。实验中，

主题数 K 分别取值为 8 至 15，以及 20，平均准

确率中的参数 t 分别取值 10、20、50、80 和 99，

具体统计结果如表 2 所示： 

Topt
LDA 用户模型 ( 主题数为 K)

K=8 K=9 K=10 K=11 K=12 K=13 K=14 K=15 K=20

10 0.340 0.335 0.380 0.326 0.490 0.380 0.336 0.377 0.411

30 0.390 0.415 0.445 0.470 0.540 0.516 0.460 0.435 0.434

50 0.540 0.488 0.536 0.535 0.633 0.546 0.490 0.485 0.492

80 0.531 0.560 0.575 0.632 0.770 0.680 0.595 0.626 0.550

99 0.590 0.672 0.754 0.786 0.820 0.770 0.745 0.706 0.711

表 2 实验结果统计表

当主题数 K 为 12 时，我们分别对使用 LDA

用户模型、VSM 方法以及 HMM 模型的推荐结果

使用公式 (7) 进行平均推荐准确率计算，对在不

同推荐数量情况下的计算结果进行对比，其中，

参数 t 分别取值 10、20、50、80 和 99，结果如下

图 5 所示：

图 5 三种推荐算法的实验性能
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结合表 2 和图 5 对实验结果进行分析，得出

以下结论：

（1）推荐性能与主题数相关。随着主题数的

增加，推荐性能提高，在主题数为 12 时，性能最好，

当主题数进一步增加时，效果基本保持稳定甚至

略微有所回落。主题数越大，模型的计算量也越大，

耗时越久，综合可虑，在主题数取 12 的时候，无

论是推荐效果还是计算效率都有着不错的结果。

（2）对比主题模型和其他两种模型的实验结

果可以看出，当主题数取最优值 12 的情况下，本

文提出的基于 LDA 的用户兴趣模型的性能比 VSM

和 HMM 均有所提高。在推荐 Top10 的情况下，

LDA 方法的推荐准确率要比传统的 VSM 方法高

0.15，与 HMM 则相差不多；在推荐 Top50 的情况

下，三种方法的准确率都有所提升；当推荐 Top99

的情况下，LDA 比 HMM 和 VSM 的准确率均高，

到达最高值，明显体现出了主题模型的优势。

6 结论

本文针对专利文本数据，结合 LDA 模型的

文档 - 主题 - 词分层模型的特点，用发明人所拥

有的专利数据集合来代表发明人，提出了发明人 -

主题 - 词的发明人兴趣模型，不仅能有效挖掘发

明人所关注的主题，并基于相似度计算的方法对

发明人进行了个性化推荐。

本文的研究工作还有一些不足之处，后续工

作需要继续改进：在更大规模和更广泛领域的专

利数据集上验证算法的效果；继续优化专利发明

人兴趣模型的效果和效率；将算法应用于除中文

专利外的其他类型数据中，进一步验证算法在实

际应用中的效果。
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